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Sztuczne sieci neuronowe Kohonena jako narze¢dzie w taksonomii paleontologiczne;j
— metodyka oraz zastosowanie na przykladzie poznokredowych belemnitow

Zbigniew Remin'

Artificial Kohonen neural networks as a tool in paleontological taxonomy — an introduction and application
to Late Cretaceous belemnites. Prz. Geol., 56: 58—66.

A b s tra ct Artificial neural networks (ANNs), the computer software or systems that are able to “learn” on the
basis of previously collected input data sets are proposed here as a new useful tool in paleontological modeling.
Initially ANNs were designed to imitate the structure and function of natural neural systems such as the human
brain. They are commonly used in many natural researches such as physics, geophysics, chemistry, biology,

" applied ecology etc. Special emphasis is put on the Kohonen self-organizing mapping algorithm, used in unsuper-
4 vised networks for ordination purposes. The application of ANNs for paleontology is exemplified by study of Late

Cretaceous belemnites. The Kohonen networks objectively subdivided the belemnite material (~750 specimens)
into consistent groups that could be treated as monospecific. The possibility of transferring these results to the language of classical
statistics is also presented. Further development and possibility of use of ANNs in various areas of paleontology, paleobiology and

paleoecology is briefly discussed.
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Zagadnienia zwiazane z obiektywna klasyfikacja tak-
sonomiczng materiatu kopalnego od zawsze stanowily bar-
dzo powazny problem. W znakomitej wigkszosci przy-
padkow szczegdlowe rozpoznanie danej formy kopalne;j,
szczegolnie na nizszych szczeblach taksonomicznych, bar-
dzo czgsto opiera si¢ na naszym do$wiadczeniu oraz
subiektywnych przestankach. Dlatego takie rozpoznanie
obarczone jest mniejszym lub wigkszym bledem wyni-
kajacym z nieobiektywnego traktowania cech istotnych
taksonomicznie. Problem ten w mniejszym stopniu doty-
czy form kopalnych charakteryzujacych si¢ wyrazna i mato
zmienna morfologia w obrgbie np. gatunku. W takich przy-
padkach rozpoznanie nawet do szczebla gatunkowego nie
nastr¢cza zwykle wigkszych trudnosci. Problemy zaczy-
naja si¢ jednak, gdy musimy rozpoznawaé formy o malej
dyspersji morfologicznej (np. belemnity) lub charaktery-
zujace si¢ duza zmienno$cia wewnatrzrodzajowa lub
wewnatrzgatunkows.

Prawidlowe rozpoznanie i zaklasyfikowanie danego
okazu ma daleko idace konsekwencje w dalszym wniosko-
waniu. Po pierwsze, przybliza nas do rzeczywistego pozna-
nia zmienno$ci, np. wewnatrzgatunkowej, a to z kolei
przektada si¢ na mozliwo$¢ sledzenia ewentualnych zmian
filetycznych Iub filogenetycznych w rozpatrywanych
liniach ewolucyjnych. Po drugie, ma podstawowe znaczenie
we wnioskowaniu paleoekologicznym i paleogeograficz-
nym. Po trzecie, daje mozliwos¢ tworzenia wiarygodnych
schematow biostratygraficznych.

Wymienione problemy zmuszaja nas do poszukiwania
nowych, bardziej obiektywnych narzedzi klasyfikacyj-
nych. Jednym z takich narze¢dzi sa z pewnoscia sztuczne
sieci neuronowe. W niniejszym artykule przedstawiono
mozliwosci zastosowania sztucznych sieci neuronowych
(ANN = artificial neural networks), w szczegblnosci
samoorganizujacych sig¢ sieci Kohonena (SOM = self-orga-
nizing maps), do rozwiazywania problemow natury klasy-
fikacyjnej w badaniach organizméw kopalnych.

'Wydzial Geologii, Uniwersytet Warszawski, ul. Zwirki i
Wigury 93, 02-089 Warszawa; zbyh@uw.edu.pl

58

Przykladem zastosowania nowej metodyki jest stu-
dium taksonomiczne po6znokredowych belemnitow z
rodzajow Belemnitella d’Orbigny, 1840 oraz Belemnella
Nowak, 1913 (Remin, 2007). W artykule zostaly obszernie
przedstawione podstawowe wiadomosci 1 pojgcia na temat
sztucznych sieci neuronowych, ze szczegélnym uwzgled-
nieniem samoorganizujacych sig sieci Kohonena. Zilustro-
wano przyktadowe sposoby analizy otrzymanych wynikéw
oraz mozliwo$¢ przetozenia ich na jezyk klasycznej statys-
tyki. Przeprowadzone badania oraz uzyskane rezultaty, kto-
rych drobna cze$é zaprezentowano w niniejszym artykule
jako przyktady, stanowia cz¢$¢ rozprawy doktorskiej autora
pt: Analiza paleontologiczna i znaczenie stratygraficzne
belemnitow gornego kampanu i dolnego mastrychtu profi-
lu doliny srodkowej Wisly.

Zastosowania sztucznych sieci neuronowych

Od lat 80. XX wieku ANN przezywaja gwattowny roz-
woj 1 sa wykorzystywane do rozwiazywania réznorodnych
problemow z prawie wszystkich dziedzin nauki (medycy-
ny, fizyki, chemii, biologii molekularnej, ekonomii, inzy-
nierii, ekologii stosowanej itd.), gltownie jednak
problemoéw natury klasyfikacyjnej i predykcyjnej, w
ktorych daja bardzo dobre rezultaty. Dzieje si¢ tak za
sprawa zdolnosci ANN do odwzorowywania skompliko-
wanych, nieliniowych zalezno$ci miedzy badanymi zjawi-
skami. Analiza takich =zaleznosci z zastosowaniem
klasycznych metod statystycznych opartych na modelach
liniowych powoduje wiele problemoéw natury metodolo-
giczne;j.

Od potowy lat 90. XX wieku ANN sa powszechnie
uzywane do rozwigzywanie ztozonych probleméw $rodo-
wiskowych i ekologicznych. Przyktady zastosowan znalez¢
mozna w réznych obszarach ekologii stosowanej, takich
jak modelowanie efektu cieplarnianego (Seginer i in.,
1994), modelowanie zmienno$ci populacji ryb (Giske i in.,
1998), przewidywanie produkcji fitoplanktonu (Scardi,
1996; Recknagel i in., 1997), przewidywanie réoznorodno-
$ci gatunkowej ryb (Guégan i in., 1998), klasyfikacja i
zmienno$¢ populacji bezkregowcéw (Chon i in., 1996,



Przeglad Geologiczny, vol. 56, nr 1, 2008

2000) lub wptyw zanieczyszczen i regulacji rzek na roz-
mieszczenie i liczebnos$¢ ryb (Kruk, 2007).

Zastosowania ANN w naukach o Ziemi sg stosunkowo
nieliczne, wydaje si¢ jednak, ze i tu w najblizszych latach
bedziemy obserwowaé wzrost zainteresowania wykorzy-
staniem ANN. Dotychczas ANN byly stosowane np. do
analizy profili wiertniczych (Baldwin i in., 1989; Rogers i
in., 1992), korelacji pozioméw pytow wulkanicznych
(Malmgren & Nordlund, 1996), w badaniach paleooceano-
graficznych (Malmgren & Nordlund, 1997), do klasyfika-
cji skal na podstawie danych geochemicznych (Kaminskas
& Malmgren, 2004) i do identyfikacji zespotow litologicz-
nych z danych wiertniczych (Chang i in., 2002). W bada-
niach paleontologicznych sztuczne sieci neuronowe
praktycznie nie byly dotychczas stosowane, a literatura
ogranicza si¢ do nielicznych, sympozjalnych doniesien;
np. Marmo i in. (2006) stosujac ANN uzyskali doskonate
rezultaty w automatycznym rozpoznawaniu otwornic.
Wigkszo$¢ z wymienionych prac Swiadczy o tym, ze zasto-
sowanie ANN daje lepsze rezultaty od klasycznych metod
modelowania.

Czym s3 sztuczne sieci neuronowe?

Sa to systemy komputerowe majace zdolno$¢ ,,uczenia
si¢”. Jako aplikacje komputerowe ANN powstaly na grun-
cie badan nad sztuczng inteligencja. Zgromadzone dane
reprezentujace badany problem stanowia podstawe proce-
su uczenia z zastosowaniem okre§lonego algorytm ucze-
nia. Poniewaz nie musimy samodzielnie programowacé
wykorzystywanych ANN (mozemy opiera¢ si¢ na wielu
dostepnych aplikacjach komputerowych), wymagana jest
od nas glownie wiedza empiryczna dotyczaca badanych
zjawisk i probleméw, sposobu doboru oraz przygotowania
danych, ktore nastepnie bgda stanowily przyklady dla
uczacej si¢ sieci neuronowej. Oczywiscie, zeby wlasciwie
wybrac sie¢ neuronowgq i nalezycie zinterpretowac otrzy-
mane rezultaty, wazny jest dobor 1 znajomos$¢ odpowied-
nich typow algorytmdéw uczenia.

W ogoélnych zatozeniach ANN nasladuja pracg i
dziatanie naturalnych systemow nerwowych (np. mozgu).
Dlatego charakteryzuja si¢ kilkoma bardzo waznymi
cechami przynaleznymi dotychczas tylko tym systemom:

1. Ucza si¢ na przykladach; nabywaja doswiadczenia
jak reagowac na bodzce (dane wejsciowe), ktore
dostarczane sa do mozgu (sieci neuronowe;j),
powoduje to konkretne zachowania (dane wyjscio-
we).

2. Wyuczone sieci neuronowe (moézg lub sztuczna sie¢
neuronowa) sa bardzo odporne na niekomplet-
nos$¢ dostarczanych danych. Oznacza to, ze cho-
ciaz dysponujemy ograniczong iloscig danych, to
mozemy uzyskiwa¢ zadowalajace rezultaty.
Przyktadem znaczenia tej cechy moze by¢ nasza
znajomo$¢ np. samochodow. Samochod mozemy
opisa¢ wieloma réznorodnymi cechami, ktére beda
charakteryzowaty konkretny model. Czgsto jednak
wystarczy nam pojedynczy element nadwozia, aby
zaklasyfikowa¢ obserwowane auto do konkretne;j
marki. Oczywiscie, im wigksza iloscia danych
bedziemy dysponowac, tym precyzyjniejsza bedzie
klasyfikacja.

3. Sieci neuronowe maja zdolno$¢ do generalizacji
wiedzy; na podstawie juz zdobytych umiejgtnosei
w prawidtowy sposob reaguja na nowe dane wejs-
ciowe (bodzce), pomimo ze takie dane nie uczestni-
czyly nigdy w procesic uczenia. Cecha ta ma
podstawowe znaczenia w uczacych si¢ systemach
nerwowych. Przyktadem wagi tej cechy jest nasza
reakcja na spadajacy w kamieniotomie gtaz. Cho-
ciaz nigdy wczesniej nie znalezliSmy si¢ w podob-
nej sytuacji i nigdy nie stwierdziliSmy empirycznie,
jaki bedzie efekt spotkania lecacego kamienia z
nasza glowa, to decyzje, ktore w naszym mozgu
(sieci neuronowej) zapadna i spowoduja reakcje
naszego ciata na zaistnialg sytuacj¢ (czyli na dane
wejsciowe), beda stuszne — uskoczymy w bok
(dane wyjsciowe = efekt dziatania sieci). Na tym
przyktadzie widzimy, ze wyuczone ANN potrafia
klasyfikowac sytuacje badz obickty (dane wejscio-
we), z ktorymi wcze$niej nie miaty do czynienia, a
klasyfikacje te (dane wyjsciowe) sa prawidtowe.

Sztuczne sieci sg zbudowane z neuronéw — podsta-
wowych jednostek przetwarzajacych dane — utozonych w
warstwy: 1) wejSciowa, ktérej sa prezentowane dane
uczace; 2) wyjsciowa, na ktérej sa generowane wyniki,
oraz ewentualnie 3) potozonych migdzy nimi warstw ukry-
tych. Kazdy neuron przesyta sygnaty do kazdego neuronu
warstwy nastepnej. Uczenie ANN jest iteracyjne. Jed-
nostka czasu jest tzw. epoka. W trakcie poszczegolnych
epok sieci neuronowej jest prezentowany zbior uczacy, a
rezultaty stuza do modyfikacji wag i wartosci progowych
poszczegdlnych neurondéw bioracych udzial w procesie
uczenia. W ANN okreslany jest rowniez wspdtczynnik
uczenia, ktory moze by¢ staty lub zmienny w czasie (w
trakcie kolejnych epok).

Poszczegolne rodzaje ANN (np. liniowe sieci neurono-
we, perceptrony wielowarstwowe, sieci o radialnych funk-
cjach bazowych, sieci realizujace regresj¢ uogolniona,
probabilistyczne sieci neuronowe oraz sieci Kohonena)
roéznia si¢ migdzy soba, a decyzja, ktora sie¢ zastosowac,
zalezy gltownie od rodzaju rozwiazywanego problemu
badawczego. ANN uczy sig, zeby minimalizowac¢ btad sie-
ci. Osiagane jest to przez roztozona w czasie (epoki) mody-
fikacje parametrow sieci za pomoca okreslonych
algorytméw (wstecznej propagacji bleddéw, gradientow
sprzgzonych, Quasi—Newtona, Lavenberga—Marquardta,
szybkiej propagacji i innych). Najpopularniejszym algo-
rytmem modyfikujacym parametry sieci jest algorytm
wstecznej propagacji bledéw. Wyczerpujace informacje
oraz dyskusje na temat uczenia neurondw, stosowania
wilasciwych algorytmow i wyboru odpowiednich sieci
mozna znalez¢ w opracowaniach Pattersona (1996),
Fausetta (1994) oraz np. w materiatach StatSoft (2001,
2006).

Wigkszo$¢ ANN jest projektowana do nauki nadzoro-
wanej w tzw. trybie z nauczycielem. Oznacza to, ze uczenie
polega na jednoczesnej prezentacji zbioru danych zawie-
rajacych zmienne niezalezne (wejsciowych, np. dane bio-
metryczne) oraz zmienne zalezne (wyjSciowe, np.
konkretne gatunki), czyli przyklady i odpowiedzi. Znane
sa zatem wzorce, a trenowana sie¢ wychwytuje zaleznosci
migdzy poszczegdlnymi zmiennymi. Prezentujac nastep-
nie zbiér danych nieuczestniczacych w procesie uczenia,
sprawdzamy, czy sieci si¢ to udato i czy w efekcie uzysku-
jemy prawidlowe odpowiedzi.

59



Przeglad Geologiczny, vol. 56, nr 1, 2008

Samoorganizujace si¢ sieci Kohonena

Sieci Kohonena wykorzystane przez autora do klasyfi-
kacji belemnitow rdznig si¢ od innych sieci neuronowych
architekturg i sposobem uczenia. Sieci Kohonena zapro-
jektowano do nauki nienadzorowanej w tzw. trybie bez
nauczyciela (Kohonen, 1982; Fausett, 1994; Haykin, 1994,
Patterson, 1996; materiaty StatSoft 2001, 2006).

W sieciach projektowanych do nauki nienadzorowanej
prezentujemy tylko zmienne niezalezne, ktére moga w
cato$ci stanowi¢ zbior uczacy, nie podajemy za$§ zadnych
wytycznych dotyczacych rezultatu, jaki chcemy osiagnad.
Klasyfikacje bezwzorcowe stuza nam do analizy struktury
samych danych i ich podziatu na jednorodne zbiory.

Sieci Kohonena sa sieciami dwuwarstwowymi. Pierw-
sza warstwa stuzy do wprowadzania danych wejSciowych;

15 pomiaréw bezposrednich + 14 proporcji (Remin, 2007)
15 row measurements + 14 ratios (Remin, 2007)

Neurons of input layer

Analizowane cechy biometryczne (diugosc, Srednica, katy itd.); 29 cech

Neurony warstwy wejSciowej

Analysed biometric features (length, diameter, angles etc.); 29 features

Neurony warstwy wyjsciowej
(= mapa topologiczna)

Neurons of output layer

(= topologic map)

neuron zwycieski
P I3 (w777
winning neuron C

w drugiej odbywa si¢ przetwarzanie danych. Druga
warstwa tworzy tzw. mape topologiczna, a poszczegolne
neurony stanowia we¢zly dwuwymiarowej siatki (ryc. 1).
Mapa topologiczna przedstawiajaca wyuczona odpowiedz
SOM na prezentowane dane wejsciowe moze mie¢ roézne
rozmiary, ktore sa uzaleznione od liczby cech charaktery-
zujacych badane zjawiska lub obiekty oraz od liczby anali-
zowanych przypadkow.

Sieci Kohonena ucza si¢ struktury danych, a w konse-
kwencji moga klasyfikowac¢ dane wejsciowe w skupienia
podobnych klas danych, opierajac si¢ na podobienstwie
tych danych do siebie (np. cech biometrycznych rostrow
belemnitéw), reprezentowanych jako skupienia na dwu-
wymiarowej mapie topologicznej. Dodatkowo sieci
Kohonena daja nam mozliwo$é tatwego kontrolowania
wielowymiarowej przestrzeni danych wejsciowych i prze-
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activation of neurons

Ryec. 1. A — architektura zastosowanej sieci Kohonena; 29 neuronéow w warstwie wejsciowej (liczba neuronéw odpowiada

liczbie poszczegolnych cech biometrycznych rostrow); 9 x 9 =

81 neuronéw w warstwie wyj§ciowej = mapa topologiczna;

B — sposob potaczenia neurondow; kazdy neuron z warstwy wejsciowej jest potaczony z 81 neuronami warstwy wyjsciowe;j;
C — opisana mapa topologiczna; poszczegoélne litery charakteryzuja centra skupien podobnych danych wejsciowych (= cech
rostrow, a tym samym podobnych rostrow); obszary zaznaczone kolorem szarym obejmuja skupienia rostrow poddane

przyktadowym analizom

Fig. 1. A — structure of the applied self-organized map (SOM);

29 neurons in the input layer (the number of neurons reflects

the number of biometric features used to characterize each guard); 9 x 9 = 81 neurons in the output layer = self-organized map;
B — the way of joining between the neurons; each input neuron from the input layer is connected with 81 output neurons from
the output layer; C — described SOM; individual letters characterize the concentration centers of similar input data (= features
of belemnite guard, consequently similar guard); grey areas comprise concentrations of rostra used in further examples of

analyses
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twarzania jej w prosta i intuicyjna do analizy przestrzen
dwuwymiarowa — mapg topologiczna, ktéra uwzglednia
ztozone powiazania oraz nieliniowe zalezno$ci pomiedzy
poszczegdlnymi danymi uczacymi.

Waznym aspektem jest fakt, ze osoba konstruujaca sie¢
nie daje wskazowek, ktore z parametroéw opisujacych dany
przypadek sa najwazniejsze. W trakcie uczenia samo-
organizujace si¢ sieci Kohonena zwykle same znajduja
najlepsze kryteria podobienstw, czgsto nieprzewidziane i
nieznane wczesniej autorowi badan.

Sieci Kohonena umozliwiaja lepsze zrozumienie
danych pierwotnych, w rozpatrywanym tu przypadku —
wszystkich danych biometrycznych rostréw belemnitow,
a tym samym ich efektywniejsza analizg, bez wzgledu na
to, czy w kolejnych etapach bedzie to analiza nadal wyko-
rzystujaca sieci neuronowe, czy tez tradycyjne metody sta-
tystyczne. Wyrdznione w ten sposob zbiory opieraja si¢ na
logice i strukturze wprowadzanych danych, a nie subiek-
tywnych kryteriach.

Dodatkowo, wyuczone sieci Kohonena moga by¢ uzy-
wane do tzw. detekcji nowos$ci. Wyuczona sie¢ Kohonena
klasyfikuje dane wej$ciowe w jednorodne zbiory, jednak
gdy na wejsciu pojawiaja si¢ dane odmienne od wszystkich
innych (np. nowy gatunek charakteryzowany odmiennymi
cechami biometrycznymi), sie¢ wyrdzni je jako nowose,
nie probujac ,,na sitg” zaklasyfikowac ich do wczesniej
wyrdznionych zbioréw. Przyktadem moze by¢ sytuacja,
gdy wsrod dzisiejszych samochoddéw pojawi si¢ auto
sprzed wieku odbiegajace wygladem od wspolczesnego
samochodu. Teoretycznie ma wszystkie jego atrybuty —
cztery kota, dwie osie, silnik, kabing, szyby itd., jednak
wyraznie rozni si¢ od jakiejkolwiek grupy (,,gatunku”) dzi-
siejszych aut. Na podobnej zasadzie SOM dokonuja detek-
¢ji nowosci w analizowanych danych.

Uczenie sieci Kohonena

Zastosowany algorytm iteracyjny do nauki sieci Koho-
nena modyfikuje neurony w taki sposob, by neurony i
reprezentowane przez nie centra skupien (neurony sasiedz-
kie), ktore sa potozone blisko siebie w przestrzeni wejs¢,
byly rozmieszczane blisko siebie na mapie topologiczne;.
Wielowymiarowa hiperprzestrzen danych wejsciowych
(np. cechy biometryczne rostréw belemnitow) jest przetwa-
rzana automatycznie na dwuwymiarowa mapg topologiczna.
Umozliwia to w rezultacie intuicyjne interpretowanie
wynikow.

Dzialanie algorytmu iteracyjnego w samoorgani-
zujacych si¢ mapach Kohonena:
1) Inicjalizacja sieci Kohonena w epoce ¢ = 0; kazdemu
neuronowi w warstwie wyjsciowej (mapie topologicznej)
w sposob losowy przypisywane sa wagi — Wj; (w zakresie
od 0 do 1), tworzace losowe skupienia.
2) Prezentowany jest przypadek uczacy.
3) Obliczana jest odlegtos¢ d; (najczgsciej wyrazona jako
odlegtos¢ euklidesowa) migdzy kazdym z neuronow war-
stwy wyjsciowej a wektorem wag neuronow wejsciowych
(np. wprowadzanych danych biometrycznych), zgodnie z
regula:

d, ()= Y Lx, ()=, ()]

gdzie: x(¢) jest i-tym komponentem z n-wymiarowej prze-
strzeni wektorow wejsciowych; Wy(f) jest miara sity

polaczen migdzy i-tym neuronem warstwy wejsciowej
oraz j-tym neuronem z warstwy wyjsciowej w epoce 7.

4) Wybierany jest tzw. neuron zwycieski, dla ktérego obli-
czona odleglto$¢ z pkt. 3 okazala si¢ najmniejsza.

5) Nastepuje aktualizacja wartosci wag neuronu zwycig-
skiego oraz neurondw sasiednich, zgodnie z formuta:

AW, (¢ +1)= W, +0(1) (x, (1)~ W, ()X S, (£)

gdzie: n(f) — wspolczynnik uczenia w epoce #; Si(t) —
funkcja sasiedztwa w epoce 7.

Wspdtczynnik uczenia i promien sasiedztwa moga byc¢
rozne w czasie (w kolejnych epokach) i zmieniaja si¢ wte-
dy od zadanych wartosci poczatkowych do koncowych.
6) Kolejna epoka ¢; prezentacja kolejnych przypadkow
uczacych i modyfikacja parametrow sieci jak w pkt. 5.

7) Jesli t < t,,,,, powrdt do pkt. 2, az do czasu przebiegu
calej zadanej liczby epok dzialania algorytmu uczacego
(np. 1000 lub 50 000 epok).

W trakcie kazdej epoki dziatania algorytmu poszcze-
goblne przypadki (np. dane biometryczne rostréw belemni-
tow) prezentowane sg sieci Kohonena. Wyznaczany jest
neuron zwycigski, czyli neuron najbardziej podobny do
wprowadzanych zmiennych wej$ciowych (danych biome-
trycznych konkretnego rostrum). W dalszej kolejnosci
model przypadku (rostrum) w neuronie zwycigskim jest
modyfikowany, podobnie jak sa modyfikowane modele w
neuronach sasiadujacych z neuronem zwycigskim, i upo-
dabniany do aktualnego przypadku uczacego.

Dobrze wytrenowana sie¢ Kohonena tworzy mapeg
topologiczna odzwierciedlajaca wzajemne potozenie bada-
nych obiektow na podstawie wprowadzanych danych
wejsciowych (np. cech biometrycznych rostrow; ryc. 1,
zob. tez ryc. 2, 3). Podobnym obiektom (= rostrom) konsek-
wentnie bgda odpowiadaé te same lub sasiednie neurony
(np. grupa G; ryc. 1C), a podobne grupy obiektéw (= morfo-
grupy A-I) beda reprezentowane na mapie topologicznej
jako sasiednie centra skupien (ryc. 1). Zatem wyrdznione
grupy rostrow A-I lezace na mapie topologicznej blisko
siebie beda podobne (np. grupy F i G; ryc. 1C; patrz tez
ryc. 4, 5), a grupy lezace daleko na mapie topologicznej
beda rézne (np. grupy F i D; ryc. 1C; patrz tez ryc. 4, 6).

Zastosowanie sieci Kohonena
na przykladzie péZnokredowych belemnitéw

Badane w niniejszej pracy belemnity sa zaliczane do
podgromady pochewkowcoéw (Coleoidea) obejmujacej
zwierzg¢ta posiadajace szkielet wewngtrzny otoczony
ptaszczem. Sa to kopalne gtowonogi nalezace do dziesig-
ciornic i obejmuja wylacznie formy wymarte. Szkielet
wewngtrzny belemnitow — rostrum (popularnie, acz
btednie nazywany strzatka piorunowa) jest zwykle jedyna
pozostatoscig tych zwierzat, ktora zachowata si¢ w osa-
dach wieku pdéznokredowego (ryc. 2). Wydaje sig, iz
pedzity one tryb zycia podobny do przedstawicieli wspot-
czesnych glowonogdéw — kalmarow (Teuthoida) lub matw
(Sepioida).

Podstawa symulacji komputerowych byly zebrane
przez autora rostra belemnitow z profilu doliny $§rodkowej
Wisly obejmujacego interwat gérnego kampanu oraz dol-
nego mastrychtu (Remin, 2007). Do testow wytypowano
material pochodzacy z profilu Kronsmoor w poétnocno-
-zachodnich Niemczech zdeponowany w Instytucie
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Rye. 2. Widok ogélny rostrum belemnita oraz podstawowe cechy biometryczne (Remin, 2007); dwie cechy nieilustrowane: LABVF —
dhugos¢ od apeksu do najbardziej cofnigtej ku tylowi czgéci dna szczeliny brzusznej; RDBSVF — dlugosé cofnigcia dna szczeliny

brzusznej (= roznica migdzy LASVF a LABVF), szczegdty (Remin, 2007)

Fig. 2. General view of belemnite guard and primary biometric features (Remin, 2007); two not illustrated features: LABVF — length
from apex to most back part of ventral fissure; RDBSVF — relative distance of backing of ventral fissure (= LASVF — LABVF), for

details see (Remin, 2007)
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Ryc. 3. Wykres warto$ci $rednich (wraz z 95% przedziatami ufnosci dla $rednich) 15 cech
morfometrycznych  charakteryzujacych kazde rostrum w  wyr6znionych  grupach
morfologicznych F, G, D nalezacych do rodzaju Belemnella; objasnienia skrotow na ryc. 2
Fig. 3. Plot of mean values together with 95% confidential level for 15 direct morphometric
features that characterize each belemnite rostra in the distinguished morphogroups F, G, D of the
genus Belemnella; abbreviations explanation, see Fig. 2
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Geologiczno-Paleontologicznym
Uniwersytetu ~w  Hamburgu.
Material ten wybrano z kilku
powodow: 1) jest bardzo liczny;
2) okazy sa precyzyjnie zlokali-
zowane w profilu — z doktadno-
scia do kilku centymetréw; 3)
cksponaty stanowia oryginalna
kolekcje belemnitow Schulza, na
podstawie ktoérej zostal stwo-
rzony obowiazujacy do dzis sche-
mat biostratygraficzny dolnego
mastrychtu (Schulz, 1979); 4)
wyniki badan kolekcji testowej
klasycznymi metodami rozpozna-
nia taksonomicznego mozna
poréwna¢ z rezultatami osiag-
nigtymi dzigki wykorzystaniu
SOM. Ponadto w celach porow-
nawczych wykorzystano kolekcjg
Kongiela przechowywang w
Muzeum Ziemi PAN w War-
szawie, a takze bogate kolekcje
brytyjskie znajdujace si¢ w Mu-
zeum Historii Naturalnej w Lon-
dynie oraz w siedzibie Brytyjskiej
Stuzby Geologicznej w Key-
worth.
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Tab. 1. Statystyki opisowe analizowanej grupy F
Table 2. Descriptive statistics of the F group

Li (. | Ufmosé Ufnos¢ : . _|Odehylenie | g 4 tand.
iczba Srednia | Confidential | Confidential | Mediana | Minimum | Maksimum| stand. A
Zmienne | obserwacji | 3704y interval interval Median Minimum | Maximum | Standard Standard | Wariancja
Variables | Number of _959, 4959, deviation error Variance
observations
[mm]
LAP 14 58,11 54,80 61,43 58,43 45,82 65,86 5,740 1,534 32,94
LASVF 14 61,80 58,50 65,10 61,77 49,78 69,59 5,716 1,528 32,67
LAEVF 14 78,41 74,40 82,42 79,05 66,71 87,42 6,947 1,857 48,26
LABVF 14 61,80 58,50 65,10 61,77 49,78 69,59 5,716 1,528 32,67
SD 14 3,69 3,01 4,36 3,45 2,29 7,04 1,173 0,313 1,37
ND 14 20,30 18,90 21,70 20,58 15,41 23,92 2,432 0,650 5,91
KD 14 16,61 15,44 17,78 17,03 12,63 19,23 2,029 0,542 4,12
RDBSVF 14 = — - - - — — — _
MVD 14 16,41 15,83 16,99 16,79 14,56 17,88 1,002 0,268 1,00
DVDP 14 14,95 14,42 15,47 14,83 13,17 16,29 0,917 0,245 0,84
DVDEVF 14 14,31 13,62 15,00 13,80 12,64 16,44 1,193 0,319 1,42
VDP 14 15,34 14,69 15,99 15,25 13,69 17,23 1,123 0,300 1,26
VDEVF 14 13,85 13,20 14,51 13,54 12,26 15,77 1,132 0,303 1,28
[°]
AA 14 15,59 15,04 16,14 15,50 14,03 17,52 0,956 0,255 0,91
FA 14 13,71 12,22 15,19 13,29 9,92 18,56 2,570 0,687 6,60
Tab. 2. Statystyki opisowe analizowanej grupy G
Table 2. Descriptive statistics of the G group
Li ¢ | Umos¢ | Ufnoit . o _ | Odchylenie| g, 5 stand.
iczba Srednia | Confidential | Confidential | Mediana | Minimum |Maksimum| stand. 2
Zmienne | obserwacji Mean interval interval Median Minimum | Maximum | Standard Standard | Wariancja
Variables | Number of _959, 4959, deviation error Variance
observations
[mm]
LAP 22 63,81 62,19 65,43 64,10 55,80 69,95 3,653 0,779 13,35
LASVF 19 65,67 63,93 67,41 66,24 59,02 71,61 3,608 0,828 13,02
LAEVF 21 78,71 77,02 80,39 79,00 71,88 85,38 3,703 0,808 13,71
LABVF 19 65,67 63,93 67,41 66,24 59,02 71,61 3,608 0,828 13,02
SD 20 1,73 1,28 2,19 1,87 0,00 3,21 0,972 0,217 0,94
ND 22 14,99 13,78 16,20 15,12 10,12 21,11 2,739 0,584 7,50
KD 19 12,88 11,79 13,98 13,08 9,01 16,51 2,267 0,520 5,14
RDBSVF 23 = — - - - - _ — _
MVD 22 17,33 16,92 17,74 17,30 15,37 19,23 0,932 0,199 0,87
DVDP 23 15,91 15,41 16,41 15,96 13,10 17,67 1,162 0,242 1,35
DVDEVF 22 15,23 14,60 15,85 15,37 11,75 17,80 1,413 0,301 2,00
VDP 23 16,05 15,61 16,49 16,06 13,19 18,09 1,011 0,211 1,02
VDEVF 22 14,70 14,19 15,20 14,67 11,36 16,51 1,143 0,244 1,31
[°]
AA 20 15,15 14,69 15,62 15,20 12,57 16,69 0,996 0,223 0,99
FA 19 21,85 19,21 24,49 21,54 12,92 34,65 5,476 1,256 29,98

Do prowadzonych badan i symulacji komputerowych
zostala stworzona baza danych, obejmujaca pomiary 15
cech morfometrycznych (ryc. 2) i 14 proporcji opartych na
tych cechach, okoto 750 okazéw (macierz danych obej-
mujaca okoto 21 000 rekordéw pomiarowych). W anali-

zach wykorzystano program Statistica Neural Networks
PL. Z wielu wykonanych symulacji uczenia SOM w niniej-
szym artykule zaprezentowano jedna, na podstawie ktorej
scharakteryzowano podstawowe mozliwosci SOM w kla-
syfikacji organizméw kopalnych.
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Belemnella sp.
— grupa F
group F

Ryc. 4. Belemnella sp. F; grupa F na mapie topologicznej (ryc. 1);
poréwnaj réwniez ryc. 3 oraz statystyki opisowe (tab. 1); pary —
np. la (widok ogdlny) oraz 1b (rozlupane rostrum z widoczna
struktura wewngtrzna) reprezentuja jeden okaz

Fig. 4. Belemnella sp. F; group F on the SOM (Fig. 1); compare also
Fig. 3 and descriptive statistics (Table 1); pairs i.e. la (general
view) and 1b (crushed guard showing internal structure) represent
the same guard

—>

Ryec. 5. Belemnella sp. G; grupa G na mapie topologicznej (ryc. 1);
poréwnaj réwniez ryc. 3 oraz statystyki opisowe (tab. 2); pary —
np. la (widok ogdlny) oraz 1b (rozlupane rostrum z widoczna
struktura wewngtrzna) reprezentuja jeden okaz

Fig. S. Belemnella sp. G; group G on the SOM (Fig. 1); compare
also Fig. 3 and descriptive statistics (Table 2); pairs i.e. 1a (general
view) and 1b (crushed guard showing internal structure) represent
the same guard

—>

Ryc. 6. Belemnella lanceolata; grupa D na mapie topologicznej
(ryc. 1); poréwnaj rdwniez ryc. 3 oraz statystyki opisowe (tab. 3);
pary — np. la (widok ogblny) oraz 1b (rozlupane rostrum z
widoczna struktura wewngtrzna) reprezentuja jeden okaz

Fig. 6. Belemnella lanceolata; group D on the SOM (Fig. 1); com-
pare also Fig. 3 and descriptive statistics (Table 3); pairs i.e. la
(general view) and 1b (crushed guard showing internal structure)
represent the same guard

Tab. 3. Statystyki opisowe analizowanej grupy D
Table 3. Descriptive statistics of the D group

L ; ) Ufnos¢ Ufnos¢ ) o ) Odchylenie Blad stand.
iczba Srednia | Confidential | Confidential| Mediana | Minimum | Maksimum | stand. A
Zmienne | obserwacji | 17.4p interval interval Median | Minimum | Maximum | Standard | S'¥"94d | Wariancja
Variables | Number of _959, 4959, deviation error Variance
observations
[mm]
LAP 61 65,15 63,10 67,19 64,78 47,68 86,16 7,985 1,022 63,76
LASVF 47 65,16 63,19 67,12 65,36 48,86 78,22 6,692 0,976 44,79
LAEVF 60 72,89 70,88 74,89 73,74 54,07 90,37 7,770 1,003 60,37
LABVF 47 64,96 63,05 66,86 65,31 48,86 77,29 6,496 0,948 42,20
SD 53 0,73 0,44 1,01 0,00 0,00 4,61 1,023 0,141 1,05
ND 65 7,88 7,36 8,40 7,87 3,52 14,14 2,090 0,259 4,37
KD 52 7,35 6,78 7,92 6,98 3,52 12,68 2,036 0,282 4,14
RDBSVF 68 0,14 -0,23 -0,05 0,00 -2,13 0,00 0,375 0,046 0,14
MVD 66 12,98 12,43 13,53 13,17 7,18 17,17 2,224 0,274 4,95
DVDP 67 10,88 10,52 11,25 11,14 6,81 13,23 1,492 0,182 2,23
DVDEVF 66 10,37 10,03 10,70 10,56 6,77 12,84 1,368 0,168 1,87
VDP 67 10,56 10,17 10,95 10,74 5,98 13,18 1,580 0,193 2,50
VDEVF 66 9,93 9,58 10,29 10,01 5,83 12,52 1,450 0,179 2,10
[°]

AA 53 15,04 14,55 15,52 14,98 11,66 19,10 1,764 0,242 3,11
FA 52 27,22 24,90 29,54 25,00 11,39 48,97 8,323 1,154 69,27
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Belemnella sp. G

W prezentowanym przykladzie (ryc. 1) do analizy
zastosowano sie¢ Kohonena charakteryzujaca si¢ 29-wy-
miarowa hiperprzestrzenia danych wejsciowych (cechy
biometryczne rostréw; ryc. 2). Rozmiar mapy topologicz-
nej zostal okreslony na 9 x 9 neuronéw = 81 neurondéw w
warstwie wyjsciowej (ryc. 1). Do symulacji wykorzystano
227 rostrow ze zbioru testowego pochodzacego z profilu
Kronsmoor w pétnocno-zachodnich Niemczech, ktore maja
peina charakterystyke biometryczna.

Analiza mapy topologicznej (ryc. 1C) stanowiacej
odpowiedz SOM na wprowadzane zmienne wejsciowe
pozwolita w badanym przypadku na wyrdznienie 9 sku-
pien, do ktorych sie¢ zaklasyfikowata testowane rostra.
Skupienia na rycinie 1C oznaczono literowo A—I. Ozna-
czenia ,,???” (ryc. 1C) reprezentuja neurony, ktorych spo-
sob aktywacji i, w konsekwencji, przynaleznos¢
niektorych rostrow nie byly wystarczajaco jednoznaczne,
by zaklasyfikowac je do dobrze zdefiniowanych grup A—I.

Zgodnie z zalozeniami dziatania algorytmu uczacego
poszczegdlne skupienia neurondw A-I na mapie topolo-
gicznej (ryc. 1C) odzwierciedlaja wzajemne powinowac-
two morfoprzestrzenne wyréznionych morfogrup. Czyli
morfogrupy lezace na mapie topologicznej blisko siebie
beda podobne; grupy lezace na przeciwlegtych krancach
mapy topologicznej beda rézne. Mozemy si¢ zatem spo-
dziewac, ze wyrdzniona grupa F bedzie mniej lub bardziej
podobna do grupy G, gdyz obydwie te grupy sa wobec sie-
bie sasiedzkie (poréwnaj ryc. 1C i ryc. 3-5, tab. 1, 2).

Belemnella lanceolata

.
-
o
|
E—

Podobnie mozemy si¢ spodziewaé duzych rdznic morfolo-
gicznych rostréw belemnitow nalezacych odpowiednio do
grup F i D oraz G i D. Wynika to z faktu, iz grupy te leza na
przeciwleglych krancach mapy topologicznej (patrz ryc.
1C iryc. 3-6, tab. 1-3).

Przedstawione w tym rozdziale zatozenia dotyczace
podobienstwa i roznic migdzy analizowanymi grupami F,
G, D zweryfikowano, analizujac standardowe wykresy
wartosci Srednich wraz z 95% przedziatami ufnosci (ryc. 3)
poszczegdlnych cech w wyrdznionych morfogrupach oraz
analizujac podstawowe statystyki opisowe (tab. 1-3).

Cechy biometryczne rostréw belemnitow nalezacych
do morfogrup F oraz G (sasiedzkie na mapie topologicznej;
ryc. 1C oraz ryc. 3, tab. 1, 2) wykazuja duze podobien-
stwo. Zbiezne sa warto$ci cech dlugosciowych oraz ich
wzajemna relacja (LAP, LASVF, LAEVF, LABVF),
podobne takze sa wartosci $rednic (MVD, DVDP,
DVDEVFEF, VDP, VDEVF). Istotne rdéznice obserwujemy w
cechach wewngtrznych (SD, ND, KD) oraz w kacie szcze-
linowym (FA).

Charakterystyka biometryczna morfogrup F i D oraz G
i D (lezace daleko na mapie topologicznej; ryc. 1C oraz
ryc. 3, tab. 1-3) $wiadczy o znaczacych réznicach wigk-
szosci cech biometrycznych, pomimo relatywnie podob-
nych warto$ci cech dtugo$ciowych w morfogrupach F, G i
D (ryc. 3; tab. 1-3). Wzajemna relacja tych cech w grupie
D jest catkowicie odmienna niz w grupach F i G (ryc. 3;
tab. 1-3). Grupa D rézni si¢ ponadto od grup F i G wszyst-
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kimi pozostalymi $rednimi warto$ciami cech i sg to istotne
rdznice.

Wykonane analizy, w ktérych wykorzystano standar-
dowe metody statystyczne (ryc. 3 oraz tab. 1-3), pozwolity
pozytywnie zweryfikowac rezultaty uzyskane z zastoso-
waniem SOM. Wyréznione grupy A-I charakteryzuja sig
morfologiczna spojnoscia wewnatrzgrupowa oraz istotny-
mi réznicami migdzygrupowymi wielu cech badanych
rostrow. Roznice migdzy grupami podkreslone sa ponadto
przez odmienne interwaly stratygraficzne, w ktorych sa
obecne poszczegdlne morfotypy. Wydaje si¢ zatem uzasad-
nione traktowanie tych morfogrup jako wydzielen mono-
specyficznych, reprezentujacych najprawdopodobniej
oddzielne gatunki belemnitow.

Analiza materiatu testowego — belemnitoéw, charakte-
ryzujacych si¢ bardzo mata dyspersja morfologiczng — z
uzyciem implementowanej metodyki sztucznych sieci neu-
ronowych Kohonena do bezwzorcowych klasyfikacji
potwierdzita wysoka skuteczno$¢ i uzytecznosc¢ tej metody
oraz znaczna konkurencyjno$¢ w stosunku do metod stoso-
wanych dotychczas (np. Kongiel, 1962; Schulz, 1979;
Christensen, 1995). W wyniku wszystkich przeprowadzo-
nych symulacji z zastosowaniem sieci Kohonena w bada-
nym interwale gérnego kampanu i dolnego mastrychtu
profilu doliny $§rodkowej Wisty wyrdzniono 15 grup mor-
fologicznych reprezentujacych rodzaje Belemnitella oraz
Belemnella (patrz Remin, 2007).

Podsumowanie i perspektywy

Przeprowadzone badania $wiadcza o tym, ze ANN
maja wielki potencjal. Mozna je stosowa¢ do rozwiazywa-
nia probleméw klasyfikacji taksonomicznej, szczeg6lnie
tam, gdzie analizie poddajemy duze ilo$ci danych staty-
stycznych lub biometrycznych. Otwiera to nowe perspek-
tywy w podstawowych badaniach paleontologicznych
wielu grup skamieniato$ci (np. belemnitow, amonitow,
inoceraméw, ramienionogow, trylobitow, koralowcow).
ANN daja ponadto mozliwo$¢ wychwytywania nawet nie-
wielkich zmian i trendow filetycznych i filogenetycznych
w obrgbie analizowanych grup faunistycznych, co w wielu
wypadkach moze si¢ przelozy¢é na wzrost ich potencjatu
biostratygraficznego.

Perspektywy dalszego wykorzystania ANN wydaja
si¢ by¢ dobre, zwazywszy na fakt, ze badacze moga si¢
postugiwa¢ wieloma darmowymi programami dostgpnymi
na réznych stronach internetowych. Programy te sa projek-
towane do pracy z wigkszo$cia popularnych systemow
operacyjnych. Dodatkowo do dyspozycji badaczy sa odda-
wane profesjonalne pakiety statystyczne obejmujace pro-
cedury uczenia ANN. Pozwala to w efekcie na analizg
bardzo ztozonych probleméw badawczych i wizualizacjg
otrzymanych rezultatow z jakoscia nieosiagalna klasycz-
nymi metodami.

Sktadam serdeczne podzigkowania promotorowi prof. Irene-
uszowi Walaszczykowi oraz recenzentom rozprawy doktorskiej
— prof. Ryszardowi Marcinowskiemu i prof. Marianowi Gasin-
skiemu za owocne dyskusje i cenne uwagi, ktore w rezultacie
przyczynity si¢ do lepszej i czytelniejszej formy niniejszego arty-
kutu. Dzigkuje rowniez dr. Andrzejowi Krukowi za weryfikacje
pierwotnej wersji tekstu, a takze recenzentom tego artykutu —
prof. Ryszardowi Tadeusiewiczowi oraz dr. hab. Marcinowi
Machalskiemu za krytyczne i cenne uwagi.
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