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ZASTOSOWANIE SZTUCZNYCH SIECI NEURONOWYCH DO WYZNACZANIA PRZEPUSZ-
CZALNOSCI SKAt NA PODSTAWIE DANYCH OTWOROWYCH Z REJONU DZIKOW-WOLA
OBSZANSKA W POENOCNO-WSCHODNIEJ CZESCI ZAPADLISKA PRZEDKARPACKIEGO

ARTIFICIAL NEURAL NETWORKS APPLYING FOR DETERMINING THE ABSOLUTE ROCK PERMEABILITY
ON THE BASIS OF DATA FROM BOREHOLES SITUATED ON THE DZIKOW-WOLA OBSZANSKA AREA
(NORTHEASTERN PART OF THE CARPATHIAN FOREDEEP BASIN)

JADWIGA JARZYNA', JOANNA PRETKA?

Abstrakt. Zbadano zdolnos¢ sztucznych sieci neuronowych SNN do oceny przepuszczalnosci absolutnej skat. Do tego celu wykorzysta-
no dane z pigciu otworéw wiertniczych, zlokalizowanych w poéinocno-wschodniej czgsci zapadliska przedkarpackiego: Dzikow 16, 17, 20
oraz Wola Obszanska 101 15. Modele neuronowe stworzono na podstawie wynikow badan laboratoryjnych probek skat pobranych w wymie-
nionych otworach, profilowan geofizyki otworowej oraz wynikow kompleksowej interpretacji tych profilowan. Otrzymano SSN, stuzaca do
odtwarzania wartosci przepuszczalnosci catkowitej, okre§lonej w laboratorium. Nastgpnie model neuronowy wdrozono do estymowania
przepuszczalno$ci w otworze wiertniczym DZ 17, przenoszac tym samym rozpoznane wczesniej zaleznosci na nowy zbior danych. Sieci neu-
ronowe moga stanowic alternatywg dla klasycznych metod wyznaczania przepuszczalnosci skat.

Stowa kluczowe: przepuszczalnos¢ skal, sztuczne sieci neuronowe SSN, selekcja danych wejsciowych, profilowania geofizyki otworowe;.

Abstract. The absolute rock permeability was determinated with the use of artificial neural networks (ANN). Authors checked up ANN
ability to determine permeability on the data from five borehole locked in northeastern part of the Carpathian Foredeep: Dzikow 16, 17,20
and Wola Obszanska 10 and 15. Neural models were built on the basis of results from laboratory tests, well logs data and the results of the com-
prehensive interpretation. ANN provided good results in estimating laboratory permeability. The best neural network was applied on similar
data set from DZ17 borehole to show that complicated links between input variable and absolute permeability can be used for prediction of
permeability from another data. It is hard to find deft deterministic model for permeability estimation so neural model gained in training pro-
cess is an alternative method.

Key words: rock permeability, Artificial Neural Networks ANN, input data selection, well logging.

WSTEP

Przepuszczalnos¢ skat (K) jest jednym z parametrow
zbiornikowych okreslajacych zdolno§¢ skat do ruchu me-
diéw ztozowych w systemie porow przy gradiencie ci$nie-
nia. Najdoktadniejsza bezpos$rednia metoda okreslania prze-
puszczalnosci sa badania laboratoryjne probek pobranych
z rdzeni, jednak ich wysokie koszty powoduja, ze uzyskana

informacja jest fragmentaryczna/punktowa (Plewa, Plewa,
1992). Posrednie sposoby oceny przepuszczalno$ci abso-
lutnej oraz przepuszczalnosci wzglednych sa oparte na
zwiazkach korelacyjnych z innymi wilasciwosciami skal,
najczgsciej porowatoscia efektywna oraz z wielkosciami
charakteryzujacymi MRJ. Zjawisko przepuszczalnosci jest
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uwarunkowane wieloma parametrami petrofizycznymi, kto-
rych wptyw jest trudny do opisania metodami determini-
stycznymi. Ponadto wigkszo$¢ empirycznych wzorow usta-
lono dla okreslonych formacji geologicznych i dlatego ich
zastosowanie nie daje dobrych wynikow w przypadku in-
nych skal lub rejondéw. Sztuczne sieci neuronowe SSN sta-
nowia alternatywg dla metod posrednich. Krzywe profilo-
wan geofizycznych niosa informacje o wiasciwosciach fi-
zycznych skat i wraz z wynikami interpretacji pomiaréw

moga stuzy¢ jako informacje wejsciowe do sieci neurono-
wych. Przy tworzeniu modeli neuronowych wykorzystuje
si¢ rowniez wyniki badan laboratoryjnych na probkach skat.
W artykule pokazano wybrang SSN oraz jej zdolno$¢ do sza-
cowania przepuszczalno$ci, na podstawie danych pocho-
dzacych z pigciu otworéw wiertniczych, zlokalizowanych
w potocno-wschodniej czgsci zapadliska przedkarpackie-
go: Dzikéw 16, 17, 20 oraz Wola Obszanska 101 15 (Pretka,
2009).

DANE WEJSCIOWE DO SSN

W pierwszym etapie badan obliczono w profilach otworéw
przepuszczalnos¢ absolutng na podstawie wzoru Zawiszy:

K=C-¢"*" (1-8,,)

Laczy on przepuszczalnos$¢ (K) z porowatoscia catko-
wita (¢) i zawarto$cia wody nieredukowalnej (S,i).
Uwzglednia rowniez wspotczynnik zalezny od stopnia ce-
mentacji spoiwa (m) i stata C, ktore ustalono w procesie ka-
libracji dla omawianego rejonu zapadliska przedkarpackiego
(Zawisza, 1994). Wartosci przepuszczalnosci K Zaw stano-
wity podstawg dowigzania glgbokosciowego wynikow labo-
ratoryjnych K lab do wynikéw profilowan i ich interpreta-
cji. Powstata w ten sposob baza danych postuzyta do uczenia
SSN, poszczegblne probki stanowily poprawne przyklady
rozwiazania postawionego zadania (tacznie 55 przypadkoéw
ze wszystkich analizowanych otworéw). W obrgbie tego
zbioru wydzielono losowo przypadki uczace (trenowanie
sieci), przypadki walidacyjne (kontrola uczenia sieci), przy-
padki testowe (ostateczny test jakoS$ci sieci).

Danymi wejsciowymi byty profilowania: gamma (PG),
neutronowe (NPHI, PNNt), akustyczne (PA), $rednicy (PSr),
potencjatow naturalnych (PS), opornosci (LL3, ILa, EN16,
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Fig. 1. Schemat zastosowanej sieci — perceptronu

Schematic diagram of perceptron applied
to permeability estimation

EN64, EL14, EL28), a takze ilorazy oporno$ci zmierzonych

sondami potencjatlowymi i gradientowymi o r6znym zasiggu

radialnym (EN64/EN16) i (EL28/EL14). Ponadto na wejsciu
umieszczono wyniki interpretacji: porowato$¢ catkowity

(PHI) oraz objgtos¢ sktadnikéw mineralnych (zawarto$¢ pias-

kowca — Vpsc, ilu — Vit, wapienia i/lub anhydrytu — Vwa).

Duza liczba wej$¢ powodowata, ze wygenerowane sieci neu-

ronowe byly bardzo rozbudowane, o skomplikowane;j sieci

polaczen migdzy neuronami. Aby taka sie¢ dobrze funkcjo-
nowatla, potrzebny jest odpowiednio obszerny zbior uczacy.

Ze wzgledu na niewielka liczbe probek, na ktorych laborato-

ryjnie okre$lono przepuszczalno$¢, sie¢ nalezato uproscic.

Wykonano analizg przydatnosci poszczegolnych zmiennych

wejsciowych do estymowania przepuszczalnos$ci przez siec,

opierajac si¢ na:

— analizie podstawowych statystyk danych wejsciowych;

— statystykach regresyjnych (mierniki jakosci dziatania sieci);

— macierzy korelacji (zestawienie liniowych korelacji po-
migdzy zmiennymi wejSciowymi);

— analizie wrazliwoséci wejécia sieci neuronowej (podsta-
wowa miara wrazliwosci sieci jest iloraz btgdu uzyskane-
go przy uruchomieniu sieci dla zbioru danych bez jednej
zmiennej i bledu uzyskanego z kompletem zmiennych)
(Internetowy podrgcznik statystyki).

Wyeliminowano zmienne, ktére wnosity podobng infor-
macj¢ lub byly mato informatywne i w efekcie miaty nikty
wplyw na koncowy wynik uzyskany z sieci K _SSN. Liczba
wejs¢ sieci byla jednak na tyle duza, by odwzorowac zasad-
nicze cechy i ztozonos¢ zjawiska. Zgodnie z regutami two-
rzenia SSN liczba wej$¢ powinna by¢ mniejsza od VN,
gdzie N jest liczba przypadkow uczacych. Ostatecznie sie¢
byla uczona przypadkami o znanej wartosci K lab, na pod-
stawie nastgpujacych zmiennych wejsciowych: PG, NPHI,
ILa, PS, PSr, PA, EN64/EN16, EL28/EL14, PHI, Vit, Vwap.
W wyniku licznych testéw wybrano tez optymalne cechy
SSN: architekturg sieci (perceptron tréjwarstwowy), algo-
rytm uczenia (najszybszego spadku), ilos¢ neurondéw ukry-
tych (osiem), funkcje aktywacji neuronow ukrytych i wyjs-
ciowego (logistyczna). Zastosowana sie¢ to MLP: 11-8-1
(Multi Layer Perceptron: 11 sygnaldw wejsciowych, 8 neu-
rondéw ukrytych, 1 neuron wyj$ciowy). Schemat zastosowa-
nego perceptronu przedstawia figura 1.
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WYNIKI

Jakos¢ odwzorowania przepuszczalnosci za pomoca
otrzymanego modelu neuronowego jest dobra, co wida¢ na
wykresie korelacji K lab i K SSN (fig. 2). Wspdtczynnik
korelacji R dla przypadkow uczacych wynosi 0,995, dla wa-
lidacyjnych 0,975 i testowych 0,980.

Uzyskany model neuronowy wdrozono do estymowania
przepuszczalno$ci w otworze wiertniczym DZ17. Otrzyma-
no predykcje przepuszczalnosci ze SSN w sposdb ciagly
w funkcji glgbokosci i zestawiono ja z K Zaw oraz ozna-
czeniami laboratoryjnymi w tym otworze (fig. 3). Wyniki
K ZawiK SSN maja podobny trend, jednak miejscami roz-
bieznosci migdzy nimi sa duze. Okazalo sig, ze sie¢ neurono-
wa nie radzi sobie z odwzorowaniem wysokich warto$ci

no tacznie 10 probek, dla ktorych K lab > K Zaw). Jedna
z przyczyn stabej korelacji wspomnianych wynikow jest
rozdzielczo§¢ pionowa profilowan, ktéra nie pozwolita na
poprawne odwzorowanie wihasciwosci skat w skali mikro.
Gdy w procesie uczenia uwzgledniono wszystkie probki
okazalo sig, ze jako$¢ uzyskiwanych modeli neuronowych
byta znacznie nizsza niz poprzednio. Wspodtczynnik korela-
cji miedzy K lab i K SSN w poszczegolnych przypadkach
(uczenie, test i walidacja) nie przekraczat zwykle 0,8. Po-
twierdza to shuszno$¢ zastosowanego wczesniej podejscia
(eliminacji wspomnianych probek).

przepuszczalnosci skat, poniewaz brak byto takich przypad- N Proba 1ab KssN | nr Proba Klab | KSSN
kéw w zbiorze uczacym, gdzie K lab nie przekraczalo wyjscie wyjicie
180,5 mD. W profilu catego otworu (2701 punktow glebo- ; test g;: ggz 22 valid. 12(9); |2£
;. , . 1z . ucz. X X ucz. X X
koSciowych) sr.edma arytmetyczna wynikow K_Zaw wyn(.)51. ] ol 001 002 - ol e 002
54 mD, natomiast w przypadku K _SSN — 25,7 mD. Wyniki 4 ez, 0.01 0.02 3 ez 0.01 0.01
prezentowane w artykule uzyskano wykorzystujac 55 przy- 5 uez 136 1,91 33 uez. 0.01 0.01
padkow uczacych, w ktorych korelacja przepuszezalnosci 6 ucz. 26,80 27,56 34 tost 0.01 0.01
. . 1 , 7 walid. 66,33 67,36 35 test 0,01 0,01
wyinterpretowanej K Zaw z wynikiem badan laborato-
) - . . 8 test 4,60 20,77 36 ucz. 0,09 0,01
ryjnych K lab byta na akceptowalnym poziomie (odrzuco- 5 o 001 0.12 + o 7206 | 16663
10 ucz 180,49 167,41 38 ucz. 8,83 5,11
11 UCZ. 75,61 73,71 39 ucz. 0,01 0,20
Proby: uczenie, test, walidacja 12 uez. 12,72 9,06 40 uez. 199 0.10
200 13 Ucz. 17,39 27,27 41 ucz. 0,01 0,19
180 14 test 0,05 031 2 ucz. 0,01 0,19
E‘ 5 15 ucz. 0,12 0,12 43 ucz. 0,23 0,05
E 100 16 uez. 0,01 024 44 uez. 0,01 0,07
E 140 17 walid. 4,10 4,65 45 walid. 0,03 0,04
3 18 ucz. 0,01 0,40 46 ucz. 4,49 0,18
X 120
E3 19 ucz. 21,29 0,67 47 ucz. 0,53 0,04
z 100 20 ucz. 0,01 0,29 48 ucz. 0,57 0,18
ft)l 80 21 test 1,51 3,88 49 ucz. 0,09 0,01
X 22 test 0,01 0,16 50 ucz. 0,13 0,02
60 23 walid. 0,06 0,13 51 ucz. 0,10 0,01
40 24 ucz. 0,04 0,69 52 ucz. 0,10 0,01
20 o o 25 test 1,46 3,24 53 walid. 1,84 0,04
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0 po—o-p 27 ucz. 14,33 12,83 55 ucz. 0,35 0,02
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Fig. 2. Wykres korelacji migdzy K SSN i K _lab dla omawianej sieci neuronowej z tabela zawierajaca szczegolowe dane do wykresu

Correlation graph between K SSN i K lab with detailed data in a table

WNIOSKI

Najwickszym problemem w uzyskaniu dobrego modelu
neuronowego moze by¢ mata liczba lub staba reprezenta-
tywno$¢ przebadanych w laboratorium probek rdzeni.
W analizowanych otworach wiertniczych sie¢ uczono na
niewielkiej liczbie probek, pochodzacych z roznych jedno-
stek litostratygraficznych, o mocno zréznicowanej charakte-
rystyce. Otrzymano dobra jako$¢ od wzorowania przepusz-
czalno$ci przez sieé¢, co nie przetozyto si¢ jednak na dobre

wyniki po wdrozeniu tej sieci na inny zbior danych. Wigksza
liczba reprezentatywnych probek uczacych pozwolitaby
uzyska¢ lepszy model neuronowy zjawiska, tzn. lepiej opi-
sa¢ skomplikowane zaleznosci w zbiorze, wiazace zmienne
wejsciowe ze soba i z przepuszczalnoscia, a nastgpnie z lep-
szym skutkiem przenies¢ je na podobny zbiér danych. Warto
pamigtac, ze zmienne wejsciowe, przydatne dla konkretnego
zbioru danych, nie musza rownie dobrze sprawdzi¢ si¢ w in-
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Fig. 3. Zestawienie K_SSN, K _Zawisza i K lab w otworze DZ17 (interwal 850-1035 m)

K _SSN in comparsion with K Zaw i K lab in DZ17 borehole (interval 850-1035 m)

nym rejonie, otworze wiertniczym, czy po prostu zbiorze da-  macji przepuszczalnosci przez SSN ma sens w otworach
nych. Wiele zalezy od jako$ci pomiaréw i interpretacji, od  wiertniczych lub w najblizszym sasiedztwie otworéw o ob-
tego, jaki os$rodek skalny badamy i na ile poszczegdlne po-  szernej dokumentacji laboratoryjnej.

miary sg w stanie pokazaé jego wlasciwosci. Metoda esty-
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